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O câncer de próstata (CaP) é o segundo mais comum entre homens no Brasil, com estimativa
71.730 novos casos para cada ano do triênio 2023-2025 [3]. Entre os principais desafios do combate à
doença está o diagnóstico precoce, que é feito através do exame de toque retal e da determinação do
nível de PSA (Prostate-Specific Antigen) no sangue. O prognóstico da doença é estabelecido
através do escore de Gleason e do estadiamento TNM, que buscam descrever e avaliar o grau
histológico, extensão e disseminação do tumor. Após o tratamento, o acompanhamento do paciente
se dá pelas dosagens de PSA em amostras de sangue a cada trimestre ou semestre. A recidiva da
doença é um problema a ser enfrentado que afeta de 20% a 30% dos pacientes, e as informações
tradicionais de diagnóstico mostram-se insuficientes para prever essa recidiva de forma precoce,
pois nem sempre um aumento no nível de PSA é indicativo de malignidade [2, 7].

Algoritmos de aprendizado de máquina se destacam como uma ferramenta altamente promis-
sora para identificar padrões e resolver uma variedade de problemas, especialmente em cenários
de incerteza. Eles têm a capacidade de aprender com o ambiente ao seu redor, buscando otimi-
zar o desempenho na solução de problemas através da construção de modelos que representem
conjuntos de dados relevantes [5]. Algoritmos de aprendizado supervisionado, como os de classifi-
cação, mostram-se particularmente eficazes na identificação de padrões em dados biológicos, o que
pode levar a melhorias significativas na previsão de recidivas de doenças e no desenvolvimento de
estratégias de tratamento mais eficazes [1, 6].

O objetivo deste trabalho foi avaliar o desempenho de potenciais biomarcadores na classificação
de pacientes com CaP que apresentaram recidiva da doença, utilizando modelos de classificação
de aprendizado supervisionado, como árvores de decisão e máquinas de vetores de suporte (SVM).
Para isso, utilizamos um conjunto de dados do The Cancer Genome Atlas (TCGA) contendo
informações de 419 pacientes com CaP. Este conjunto inclui uma ampla gama de dados, como
níveis pré-cirúrgicos de PSA, escore de Gleason, estadiamento da doença e a expressão gênica de
sete biomarcadores: KLK3|354, AR|367, GSTM3|294, NETO2|81831, HPN|3249, PRUNE2|158471
e FOLH1|2346 (PSMA). Durante um período de aproximadamente 7 anos, 85 dos 419 pacientes
apresentaram recidiva. Portanto, o objetivo da construção dos modelos foi investigar se algum
dos biomarcadores mencionados (ou uma combinação deles) poderia melhorar a assertividade na
previsão de recidiva da doença, considerando que PSA, escore de Gleason e estadiamento já são
variáveis utilizadas na prática clínica para diagnóstico.
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Para lidar com o desequilíbrio de classes no conjunto de dados, adotamos uma abordagem
de subamostragem que selecionou aleatoriamente uma quantidade adequada de amostras da classe
majoritária (0) para igualar o número de amostras entre as classes (0 indicando ausência de recidiva
e 1 indicando recidiva). Além disso, empregamos validação cruzada de 5 folds para evitar o
overfitting, enquanto o método de holdout reservou 90% dos dados para treinamento e 10% para
teste. A seleção dos preditores a serem utilizados na construção dos modelos de classificação
foi realizada através de uma análise de características utilizando a ferramenta Feature Selection
no MATLAB ©, disponível no toolbox “Classification Learner” [4]. Esta análise possibilitou a
escolha dos preditores mais relevantes, que incluíram o PSA pré-operatório, o escore de Gleason,
o estadiamento e três biomarcadores: NETO2|81831, HPN|3249 e FOLH1|2346 (PSMA).

Com os preditores definidos, os modelos otimizados de classificação vem sendo obtidos através
da busca pela árvore de decisão e SVM com base nos dados de treinamento. Posteriormente, esses
modelos otimizados serão testados para determinar suas respectivas acurácias, sensibilidades e
especificidades. Esse processo de escolha de dados de treino e teste foi realizado de forma aleatória
e repetido 50 vezes para garantir uma análise representativa da realidade dos dados. Isso permitirá
a comparação da performance dos modelos utilizando diferentes combinações de preditores, a fim
de investigar se a inclusão desses biomarcadores é capaz de aprimorar a previsão da recidiva do
CaP.
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